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Abstract　Obstructivesleepapnea(OSA)isthemostcommonsleeprespiratorydisorder,anditisa
potentialthreatto manyphysiologicalsystems,especiallythecardiovascularsystem．Mostofthe
previousmethodsforOSAdetectionextractedtheshallowfeaturesfromelectrocardiograph (ECG)

whichwouldbeusedinclassifiers,andtheyfailedtoachieveexcellentperformancesontheECG
signalwithhighnoiseandlargedatasets．Tosolvethiskindofproblem,thispaperproposealong
shortＧterm memoryrecurrentneuralnetwork(LSTMＧRNN)basedoncombinationofmultiplekinds
offeaturesignals．Themethodfusesmultiplekindsofshallowfeaturesignalsthatareextractedfrom
ECGsignalsandlearnsthedeepfeaturefromthefusedsignals．TheaccuracyofOSAdetectionmodel
inlongECGsegmentsisincreasedandthegeneralizationabilityonlargedatasetsisimproved．An
effectivepreprocessingmethodispropesedforshallowfeaturesignalstohighlightthevariationof
OSAtimesequences．Thepreprocessing method mayimprovetheconvergenceoftrainingneural
networks,reducetheimpactofoutliernoise,andfurtherimprovethedetectionaccuracyofthemodel
fortheECGsegmentswithhighnoise．Theexperimentalresultsindicatethatourmethodissuperior
totheexistingmethodsintheaccuracyofperＧsegmentOSAdetection．

Keywords　obstructivesleepapnea;electrocardiograph;preprocessing;longshortＧterm memory;

recurrentneuralnetwork

摘　要　阻塞性睡眠呼吸暂停(obstructivesleepapnea,OSA)是最常见的睡眠呼吸疾病,它对人体的很

多生理系统尤其对心血管系统是一个潜在的威胁．现有使用心电信号(electrocardiograph,ECG)提取浅

层特征检测 OSA 的方法在长片段、高噪声的ECG信号和大数据集上表现较差．针对上述问题,提出一

种多特征心电信号融合的长短期记忆循环神经网络,融合从 ECG 信号中提取的多种浅层特征信号,通

过在融合信号上学习深层特征来检测 OSA,提升模型在长片段 ECG 上的检测准确率和大数据集上的



泛化能力．同时还针对浅层特征信号提出一种有效的数据预处理方法,用以突出 OSA 的时序变化,提高

神经网络训练的收敛性,并降低由异常值噪声带来的影响,进一步提升模型在高噪声 ECG 片段上的检

测准确率．实验证明:提出的方法在片段 OSA 检测准确率上优于已有的方法．
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　　阻塞性睡眠呼吸暂停(obstructivesleepapnea,

OSA)是最常见的睡眠呼吸障碍,被国际睡眠障碍

分类划分为第二大类别睡眠障碍[１],它通常是指睡

眠过程中上呼吸道气流周期性的部分或完全缺失[２]．
根据Senaratna等人[３]的统计,OSA 在成人中占比

在６％~１７％之间,男性比例明显高于女性且会随

着年龄的增长出现的比例会越高,在高龄人群中男

性与女性OSA的占比分别高达９０％与７８％．当 OSA
发生时,体内二氧化碳水平升高,促使患者频繁苏

醒,影响睡眠质量,导致容易困倦和疲劳[４]．OSA 也

是导致高血压、充血性心力衰竭、中风、糖尿病等医

学疾病的一个重要因素[５]．因此,早期检测与治疗

OSA是十分必要的．多导睡眠仪(polysomnography,

PSG)是诊断 OSA的黄金标准．使用PSG诊断 OSA
时,需要患者到专业的睡眠实验室,在睡眠过程中佩

戴多个传感器,并在专业人员的指导下完成心电信

号(electrocardiograph,ECG)、呼吸信号(respiration)
和血氧饱和度信号(bloodoxygensaturation,SpO２)
等多种生理信号的采集．这些信号将会被睡眠专家

人工分析与打分,形成最终的诊断结果．使用 PSG
检测 OSA存在耗时、花费高,以及检测过程中会给

患者带来不舒适感等缺点,因此,有超过 ８５％ 的

OSA患者没有得到及时的诊断与治疗[５]．
OSA发生时上呼吸道部分或完全阻塞,导致人

体吸入氧气量减少,必须加大力度吸气,致使胸腔内

负压不断增大,进而破坏睡眠过程中心血管系统的

稳定状态,产生心率不齐、心率过缓和心率突变等不

良现象．ECG 是一种常用的检测 OSA 的单通道信

号．随着科学技术的发展,越来越多的智能设备如智

能手环、智能手表等可以通过非侵入式的方式获取

到ECG信号,让患者能在家庭环境下以较低的成

本、较舒适地完成 OSA 的检测．因此,有很多使用

ECG信号检测 OSA的方法被提出．
这些方法大致可以分为两大类别:１)传统机器

学习方法[６Ｇ１０];２)深度学习方法[１１Ｇ１３]．传统机器学习

方法通常从ECG信号中提取时域、频域和非线性等

特征并利用支持向量机(supportvectormachine,

SVM)等分类器对特征进行分类,在低噪声的 ECG
信号和小数据集上有着较好的检测效果．但传统机

器学习方法提取的特征在高噪声的 ECG 信号和不

同个体上的差异较大,因此,在高噪声的 ECG 信号

和大规模数据集上表现较差．深度学习方法通常以

ECG信号或从ECG信号中提取的浅层特征信号作

为输入,对低噪声的短片段ECG信号有着较好的检

测效果．而长片段 ECG 信号由于含有较多的 QRS
波群(QRScomplex),每个波群具有相同的结构,使
长片段 ECG 信号之间高度相似,致使长片段中

OSA表现并不显著．因此深度神经网络直接学习原

始ECG信号容易出现不收敛和拟合度较低的现象．
而现有利用浅层特征信号的方法一般只使用 RR间

隔(RRinterval,RRI)作为神经网络的输入,只能学

习到心率的变化规律,忽略了ECG信号中的其他信

息,如 QRS波群电压变化规律、呼吸气流变化规律

等,也没有考虑预处理方法对实验结果的影响,导致

OSA检测效果较差．
针对以上问题,本文提出一种基于多特征融合

心电信号的长短期记忆循环神经网络(longshortＧ
term memoryrecurrentneuralnetwork,LSTMＧ
RNN)[１４]检测 OSA．使用从 ECG 信号中提取的浅

层特征信号替代原始 ECG 信号作为输入．与原始

ECG信号相比,浅层特征信号具有更明显的时序变

化和更短的信号长度,使其在较长片段和含有较高

噪声的ECG信号上的表现优于原始 ECG 信号．由
于单个特征信号只能从一个侧面反映 ECG 信号的

变化．因此,我们将多个浅层特征信号融合,同时从

多个侧面捕捉ECG信号的变化,并针对浅层特征信

号提出了一种预处理方法,在最大化单个浅层特征

信号分类效果的基础上进行融合,获得更好的分类

效果．最后,利用LSTMＧRNN 在时间序列信号上的

优异表现和对较大数据集有较好的泛化能力的特

点,在融合后的多个浅层特征信号上学习深层特征．
本文的主要贡献有２个方面:

１)提出一种基于多特征信号信息融合的LSTMＧ
RNN,通过融合多种从原始ECG信号中提取的浅层
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特征信号作为神经网络的输入,提高模型在长片段

和较高噪声ECG信号上的分类准确率;

２)提出一种针对浅层特征信号的预处理方法,
解决神经网络在训练过程中容易不收敛和分类准确

率较低的问题．

Fig．１　ThecomparisionoforiginalanddenoisingECGsignal
图１　原始ECG信号与去噪后的ECG信号对比

１　相关工作

传统机器学习方法常用于片段 ECG 信号上的

OSA分类．Cartwright[５]通过提取 QRS波群主成分

和呼吸心率互信息,结合 RRI的标准差和序列相关

系数,使用最小二乘支持向量机(leastsquaressupport
vectormachine,LSＧSVM)对提取的特征进行分类,
在基于片段 ECG 信号的 OSA 分类上得到了８５％
的分类准确率;Varon等人[６]从 ECG 信号中提取

RRI并从中推导出瞬时心率(instantaneousheart
rate,IHR),计算IHR多个频带的能量作为特征并

使用二次分类器进行分类,在基于片段ECG信号的

OSA分类上得到了８４．７％的准确率;Babaeizadeh
等人[７]利用 Hermite基函数近似 QRS波群,使用

Hermite扩张系数和RRI的均值、标准差和总能量

作为特征,并使用 LSＧSVM 对特征进行分类,在基

于片段 ECG 信号的 OSA 分类问题上得到了８４％
的分类准确率;MartínＧGonzález等人[１０]从 ECG 信

号中提取RRI,并从中提取了多种线性与非线性特

征,包括倒频谱系数、滤波器组和去趋势波动分析,
使用逻辑回归(logisticregression,LR)等对特征进

行分类,在基于片段ECG信号的 OSA 分类问题上

得到了８４％的分类准确率．传统机器学习方法在低

噪声的ECG片段上取得了较好的效果,但在含有较

高噪声的ECG信号和较大数据集上因特征值差异

较大,分类效果并不理想．
深度学习方法使用神经网络从信号中学习特

征,使用的信号包括原始 ECG 信号以及从 ECG 中

提取的浅层特征等．Cheng等人[１１]利用 RNN 检测

OSA,通过从ECG中提取的RRI进行分类,在基于

整晚ECG 信号的 OSA 记录筛选上得到了９７．８％
的准确率,但没有给出 ECG 片段分类的结果．Li等

人[１２]使用２阶段的学习方法:第１个阶段使用２层

堆叠的稀疏自编码器(sparseautoencoder,SAE)从
RRI中学习特征表示;第２个阶段使用人工神经网

络(artificialneuralnetwork,ANN)和 SVM 对从

SAE得到的特征进行分类,并利用隐 Markov模型

(hiddenMarkovmodel,HMM)对２种分类器的结

果进行综合,在基于片段ECG信号的 OSA 分类问

题上得到了８４．７％的分类准确率．Urtnasan等人[１３]

利用卷积神经网络(convolutionalneuralnetwork,

CNN)针对１０s的滑动窗口ECG信号提取特征,然
后进行分类,在基于整晚ECG信号的 OSA 记录筛

选上得到了９０．８％的分类准确率,但在长片段的

ECG信号上因 OSA发生与不发生之间差异较小表

现不佳,CNN网络容易出现不收敛或拟合度较低的

问题．此外,使用原始 ECG 信号作为神经网络的输

入时对ECG信号的质量要求较高,对含有较高噪声

的ECG信号表现较差．
本文从长片段 ECG 信号中提取多个浅层特征

信号,并将它们融合作为 LSTMＧRNN 的输入,使
LSTMＧRNN同时学习特征信号的时序变化和各个

特征信号之间的关系,获得更多的深层特征,提高网

络对较高噪声 ECG 信号的 OSA 检测准确率和对

较大数据集的泛化能力．

２　数据预处理

２．１　数据去噪

原始ECG信号中存在基线漂移问题,影响R峰

３朱兆坤等:多特征信息融合LSTMＧRNN检测 OSA方法



位置的计算．造成基线漂移的噪声信号频率范围在

０~１．５Hz之间,本文使用小波变换方法去除 ECG
信号基线漂移．对信号进行小波分解,可以得到细节

系数(detailcoefficient)Cd 和近似系数(approximate
coefficient)Ca 两个部分,分别包含高频部分与低频

部分．本文使用的 ECG信号的频率为１００Hz,因此

需要对该信号的近似系数使用小波迭代分解６次,
得到０~１．５Hz的噪声信号Ca,６．将Ca,６中所有系数

值置０后再逐层进行小波重构,可以得到去噪后的

ECG信号．本文使用的小波为db６小波[１５],对 ECG
信号的去噪效果如图１所示．

Fig．２　ComparisiononECG,RRI,RAMPandEDRbetweennormalbreathingandOSA
图２　正常呼吸片段与 OSA片段在ECG,RRI,RAMP,EDR上的对比

２．２　特征信号提取与预处理

本文从 ECG 信号中提取 RRI,R 峰幅值信号

(Rpeaksamplitude,RAMP)和由心电信号导出的

呼吸信号(ECGＧderivedrespiration,EDR)三种浅

层特征信号．首先对ECG信号使用PanＧTompkins[１６]

算法检测R峰位置并计算RRI．RAMP取R峰位置

左右各２５个值中的最大值．通过 R 峰幅值和 QRS
波群主成分可以重构 EDR 信号[１７]．RRI体现心率

的变化,RAMP体现 QRS波群电压的变化,EDR

信号体现呼吸气流的变化．这３种从ECG中提取的

浅层特征信号能够从不同侧面反映 OSA 发生时信

号的变化．我们通过融合这３种信号增加浅层特征

信息,有利于LSTMＧRNN 学习到更多的深层特征．
通过实验我们发现,对浅层特征信号上使用常规的

数据预处理方法如最小 最大标准化和zＧscore标准

化等,神经网络容易出现不收敛的问题．上述的预处

理方法将信号数值标准化在较小数值范围内,缩小

了信号在时间序列上的变化．为了解决该问题,我们

提出一种有效的预处理方法:对特征信号减去均值

后放大值域范围,减去均值可以使信号在正负区间

内分布均匀,放大值域范围可以扩大信号在时间序

列上的变化．对信号的扩大倍数主要取决于该信号

的初始值域范围．因为 LSTMＧRNN 中使用tanh作

为神经网络的激活函数,tanh在－３~３的范围内变

化明显．当我们将信号的初始值域扩大后,信号的时

序变化能够在神经网络中有效地传递,使网络更好

地学习特征,具体的实验细节见４．２节．对浅层特征

信号进行预处理后,还需要将３种浅层特征信号的

采样频率统一,使它们能够融合成一个多维的数据

４ 计算机研究与发展　２０２０,５７(１２)



作为神经网络的输入．RRI信号体现心率的变化,
一般人的心跳在每秒４次以下;RAMP使用 R峰幅

值作为采样点,采样频率与 RRI信号相同;EDR信

号体现呼吸信号的变化,一般呼吸信号频率低于

０．５Hz．所以,我们将 RRI,RAMP和EDR信号的采

样频率统一至４Hz,可以最大程度保留浅层特征信

号中的信息,并防止因为采样频率过高使信号的细

节变化被放大,导致特征信号中保留过多的无用信

息．对RRI和RAMP信号,采用二次样条插值方法

将采样频率提高至４Hz．对 EDR信号,采用随机下

采样方法将采样频率降至４Hz．图２给出了 OSA片

段和正常呼吸片段在原始ECG信号和从原始ECG
信号中提取的RRI,RAMP,EDR信号的对比．对比

图２(a)与图２(b),可以看出在长片段 ECG信号上

正常呼吸和 OSA 的 ECG 信号差异不明显．而对比

图２(c)与图２(f)、图２(d)与图２(g)、图２(e)与图２
(h)这３组,可以看出浅层特征信号在正常呼吸和

OSA的差异较大,更有利于神经网络从中提取深层

特征．

３　LSTMＧRNN模型

RNN[１８Ｇ２０]网络具有记忆能力,可以高效率对序

列的非线性特征进行学习．LSTMＧRNN是一种被广

泛使用的RNN模型,通常由多个 LSTM 单元串联

构成,每个LSTM 单元中由记忆单元Cell、遗忘门、
输入门和输出门构成,Cell是 LSTM 单元的主体,
门主要通过一个sigmoid函数和一个点乘让信息有

选择地通过．LSTMＧRNN常被应用于捕捉数据的长

期与短期时间依赖,门控单元使其拥有较强的泛化

能力,在时间序列数据上有着较好的表现．
本文使用LSTMＧRNN学习经过融合的多特征

浅层信号,同时捕捉特征信号在时间序列上的变化

规律和多个特征信号在同一时刻的关系,LSTMＧ
RNN模型如图３所示．我们将３个浅层特征信号依

据时间串联成一个多通道输入数据,使用３个串联

的 LSTM 块从多通道输 入 提 取 深 层 特 征,设 置

LSTM 块的时间步长为１．

Fig．３　TheproposedLSTMＧRNN model
图３　本文使用的LSTMＧRNN模型

　　第３个LSTM 块仅返回最后一个时刻的输出,
减少深层特征个数,降低参数量．在 ３ 个串联的

LSTM 块后,使用４层全连接网络对深层特征进行

分类．使用二元交叉熵作为损失函数:

L(Y,P)＝－∑
x
Yxlg(Px), (１)

其中,Px 代表LSTMＧRNN 对 ECG 片段x 的预测

值,Yx 代表 ECG 片段x 的真实标签．LSTMＧRNN
网络输入维度、输出维度与具体参数详见４．３节．

４　实验结果与分析

４．１　实验设置

１)数据集．本文使用PhysioNet的 ApneaＧECG
数据集作为训练数据与测试数据[２１Ｇ２３],该数据集由

菲利普斯大学提供,是一个被广泛使用的基于ECG
信号检测 OSA 的公开数据集．ApneaＧECG 数据集
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中共有７０条ECG记录,PhysioNet将其划分为２个

子数据集:训练集与测试集,其中每个数据集有３５
条记录．每条ECG记录的每分钟都带有一个标签 A
或 N,A代表非正常呼吸,N 代表正常呼吸,该标签

由睡眠专家标注．训练集和测试集分别有１７０４５个

和１７２６８个被标注的 ECG 片段,我们去掉数据集

中R峰无法检测和RRI＜３０或RRI＞１８０的异常

片段,筛选后训练集和测试集分别保留１５９６１个和

１５９３８个片段．
２)实验环境．采用 ADAM[２４]优化方法,参数

beta１和beta２分别设置为０．９和０．９９９,学习率为

０．００１．实 验 环 境 为 基 于 Windows１０ 操 作 系 统、

Keras２．０．１深度学习框架,使用 GPU 进行训练,配
置NVIDIACUDA１０．０与cuDNN７．６．０深度学习库

加速 GPU 运 算,用 于 训 练 和 测 试 的 软 件 为

Python３．６,硬件配置为 AMDRyzen１８００处理器,

NvidiaGeForceGTX１０８０GPU,DDR４３２GB内存．
３)评估标准．准确率(accuracy,Acc)、敏感度

(sensitivity,Sen)和特异性(specificity,Spe),计
算方法分别为:

Acc＝
TP＋TN

TP＋TN＋FP＋FN
, (２)

Sen＝
TP

TP＋FN
, (３)

Spe＝
TN

TN＋FP． (４)

其中,真正例(truepositive,TP)代表正例中判断

正确的样本数量;真负例(truenegative,TN)代表

负例中判断正确的样本数量;假正例(falsepositive,

FP)代表正例中判断错误的样本数量;假负例(false
negative,FN)代表负例中判断错误的样本数量．准
确率越高则说明网络对样本的分类效果越好,敏感

度越高则说明网络对正样本的识别效果越好,特异

性越高则说明网络对负样本的识别效果越好．
４．２　原始ECG信号作为输入时的分类效果

使用长片段原始 ECG 信号时,LSTMＧRNN 在

训练中损失基本无下降,训练结果如图４所示．
在前２６轮训练过程损失无明显下降,造成这一

结果的原因是ECG信号中的QRS波群具备一定的

结构,导致传统的 LSTMＧRNN 无法从结构型的信

号中学习有效的特征．本文提出的基于多特征信号

融合的方法使用从 ECG 信号中提取的特征信号作

为输入,这些信号没有特定的结构,不需要针对信号

本身设计相应的网络模型．

Fig．４　TrainingresultofdenoisingECGbyLSTMＧRNN
图４　去噪ECG信号使用LSTMＧRNN的训练结果

４．３　不同预处理方法对分类结果的影响

在神经网络中,最常用的数据标准化方法主要

有最小 最大标准化和zＧscore标准化,计算方法分

别为:

x∗ ＝
x－xmin

xmax－xmin
, (５)

x∗ ＝
x－xμ

xσ
, (６)

其中,xmin为浅层特征信号的最小值,xmax为浅层特

征信号的最大值,xμ 为原始浅层特征信号平均值,

xσ 为原始浅层特征信号的标准差,x 为原始浅层特

征信号,x∗ 为初始化后的浅层特征信号．
通过实验发现,这２种预处理方法因将信号处

理至较小数值,使浅层特征信号在时间序列上变化

规律并不明显,会使 LSTMＧRNN 容易出现不收敛

的问题．所以,我们通过减去均值并扩大值域范围,
使浅层特征信号在时间序列上变化规律更加明显．
具体结果如表１所示．当我们对３种特征信号不做

任何预处理、做最小 最大标准化和zＧscore标准化

时,LSTMＧRNN 都无法收敛,说明常用的最小 最

大标准化和zＧscore标准化不适用于 RRI,RAMP,

EDR信号．在不做任何预处理时,信号在正负区间

内分布不均匀,使 LSTMＧRNN 无法捕捉到有效的

时序变化．做最小 最大标准化时和zＧscore标准化

后,信号在时间序列上的变化被缩小,导致 LSTMＧ
RNN无法从微小的变化中学习到有效的变化规律．
我们将所有的特征信号减去均值,使其在正负区间

内分布均匀,tanh激活后有更好的数据分布．我们对

３种特征信号进行不同程度的放大,从１０~１０００００倍,
探究每个特征信号的最优放大倍数．RRI因为初始
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信号值域范围较大,在不经过任何放大时获得了较

好的分类效果．RAMP和 EDR 初始信号值域范围

较小,在不放大时易出现不收敛现象．RAMP 和

EDR信号分别放大１００倍和１００００倍,得到了最好

的分类效果．但对 RRI,RAMP,EDR 信号继续放大

后,分类准确率则会有所降低．因为当信号值域范围

过大时,在神经网络中逐层传递值域范围也会较大,
但在经过tanh函数激活后的变化较小．另外,我们

注意到zＧscore标准化后扩大１００倍的分类结果低

于我们提出的预处理方法,造成这一结果的原因是

RRI,RAMP,EDR在zＧscore标准化之后缩小了特

征信号在事件序列上的差异．

Table１　PerformanceofDifferentPreprocessingonFeatureSignalsBasedonPerＧsegmentOSAClassification
表１　不同预处理方法在片段OSA问题上的分类结果

PreprocessingMethods
Accuracy

RRI RAMP EDR

None

Subtractingmean ０．７９６

minＧmax

zＧscore

zＧscoreandmagnifying１００times ０．７６９ ０．７８０ ０．８０５

Subtractingmeanandmagnifying１０times ０．７９１

Subtractingmeanandmagnifying１００times ０．７８９ ０．７８７

Subtractingmeanandmagnifying１０００times ０．７８０ ０．７７４ ０．８１５

Subtractingmeanandmagnifying１００００times ０．７５６ ０．７６１ ０．８１７

Subtractingmeanandmagnifying１０００００times ０．７３５ ０．７２５ ０．８０５

４．４　多特征信号融合对分类结果的影响

我们比较了浅层特征信号单个或多个组合的分

类结果,如表２所示．EDR 信号提供了单通道特征

的最好的分类结果,在测试集上的分类准确率达到

了８１．７％,比 RRI和 RAMP的分类准确率提高了

约２个百分点．当我们融合２个特征信号时,都获得

了比单个信号更好的分类准确率,其中RRI与EDR
的组合提供了双通道特征的最好分类准确率,达到

了８３．７％．当我们融合 RRI,RAMP,EDR 信号时,
分类准确率达到了８５．４％,好于单个特征信号和

２个特征信号组合的分类准确率．实验结果表明,融
合多个特征信号可以提高对 OSA分类的准确率．

Table２　PerformanceofDifferentCombinationofFeatureSignalsBasedonPerＧsegmentOSAClassification
表２　不同特征信号组合在片段OSA问题上的分类结果

Signals TP TN FP FN Acc Sen Spe

RRI ４３９４ ８３０１ １５３７ １７０６ ０．７９７ ０．７２０ ０．８４４

RAMP ４６３５ ７９３０ １９０８ １４７６ ０．７８８ ０．７５８ ０．８０６

EDR ４３６１ ８６６７ １１７１ １７３９ ０．８１７ ０．７１５ ０．８８１

RRI＋RAMP ４６８１ ８５３４ １３０４ １４１９ ０．８２９ ０．７６７ ０．８６７

RRI＋EDR ４８４３ ８５０６ １３３２ １２５７ ０．８３７ ０．７９４ ０．８６５

RAMP＋EDR ４１６３ ９０１２ ８２６ １９３７ ０．８２６ ０．６８２ ０．９１６

RRI＋RAMP＋EDR ４９２４ ８６６３ １１７５ １１７６ ０．８５４ ０．８０９ ０．８８１

　　表３给出了实验中LSTMＧRNN获得最好分类

准确率时的模型参数．参数 dropout和 Recurrent
dropout的设置通过有选择地激活神经元提高模型的

泛化能力,但其数值过大时会导致欠拟合．在LSTMＧ
RNN中不宜使用 ReLU 激活函数,因为 ReLU 激

活函数会忽略负值,缩小信号的时序变化,导致网络

训练时不收敛．
我们还验证了本文方法在 OSA 记录筛选问题

上的准确率,即从所有ECG记录中筛选出患有 OSA
的记录．在 ApneaＧECG数据库的３５条测试记录中,
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采用ApneaＧECG推荐的计算方法,即如果一条ECG
记录中存在１００min以上的 OSA片段,则该条ECG
记录为重度 OSA 患者;存在１０~１００min的 OSA
片段则为轻度 OSA 患者;存在５min以下 OSA 片

段则为健康人．

本文方法能够１００％区分健康人与重度患者．但
在５个中度患者中,把一名中度患者错判为重度患

者,这是因为本文方法倾向于把正常片段判断为

OSA片段,我们将在后续工作中引入混合决策机制

解决该问题．

Table３　ParametersUsedinLSTMＧRNN
表３　LSTMＧRNN参数

LayerName InputShape LayerType Dropout RecurrentDropout Activation OutputShape Parameters

LSTM１ (２４０,３) LSTM ０．１ ０．４ tanh (２４０,３８４) ５９５９６８

LSTM２ (２４０,３８４) LSTM ０．２ ０．５ tanh (２４０,３８４) １１８１１８４

LSTM３ (２４０,３８４) LSTM ０．３ ０．６ tanh (３８４,) １１８１１８４

FC１ (３８４,) FC (１２８,) ４９２８０

FC２ (１２８,) FC (６４,) ８２５６

FC３ (６４,) FC (３２,) ２０８０

FC４ (３２,) FC sigmoid (１,) ３３

　Notes:FC(fullyＧconnectedlayer)．

４．５　对比分析

我们从已发表的文献中选择了一些与本文使用

相同数据库的文献作对比,如表４所示．已有方法大

多使用传统机器学习方法,对于部分片段拥有很高

的准确率,但将其应用于较大数据集时,通常不能获

得较好的分类准确率．本文使用 LSTMＧRNN 学习

经过融合的从ECG信号中提取的多特征浅层特征

信号,在分类准确率上达到了８５．４％,高于 Li等

人[１２]使用SAE学习 RRI的方法,也高于传统机器

学习方法．

Table４　ComparisionforPerＧsegmentClassificationBetweenOurMethodandOthers
表４　本文方法与其他方法在片段分类问题上的比较

Reference Year Population Signal Methods Classifier Accuracy

Carolina,etal．[５] ２０１５ ７０ RRI&EDR FeatureEngineering LSＧSVM ０．８４７

Saeed,etal．[６] ２０１０ ７０ RRI FeatureEngineering Quadric ０．８４７

Hemant,etal．[７] ２０１６ ７０ QRSComplex FeatureEngineering LSＧSVM ０．８３８

Nguyen,etal[９] ２０１４ ３５ HRV RQA DecisionFusion ０．８５０

Li,etal．[１２] ２０１８ ７０ RRI SAE DecisionFusion ０．８４７

Ourmethod ７０ RRI&RAMP&EDR LSTMＧRNN ０．８５４

　Notes:TQWT(tunableＧQfactorwavelettransform),HRV(heartratevariability),RQA(recurrencequantificationanalysis)．

５　总　　结

本文提出多特征信号信息融合的 LSTMＧRNN
和一种针对浅层特征信号的预处理方法,通过融合

多个突出时序变化后的浅层特征信号作为 LSTMＧ
RNN的输入,使LSTMＧRNN能够学习到更多更有

效的深层特征,提升对含有较高噪声的 OSA 片段

的分类准确率与较大数据集的泛化能力．在 ApenaＧ
ECG数据集基于片段的 OSA 检测问题上得到了

８５．４％的分类准确率．
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